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É Possível Evitar Vieses Algorítmicos?*

[Is It Possible to Avoid Algorithmic Bias?]
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Resumo: Técnicas de inteligência artificial (IA) são utilizadas para modelar as atividades
humanas e gerar predições comportamentais. Estes sistemas têm apresentado vieses
diversos, inclusive de raça e gênero, tipicamente tomados como problemas de engenha-
ria. Realiza-se aqui um esforço argumentativo para mostrar que: 1) escapar dos vieses
demanda um sistema que compreenda a estrutura das atividades humanas e; 2) criar um
sistema que apresente tal compreensão demanda a solução de problemas fundacionais da
IA, em particular, o problema de como modelar o senso comum. No caso de plataformas
informacionais que usam desses modelos para intermediar interações com seus usuários,
ignorar estes problemas dá margem a uma ilusão de progresso, em que uma crescente
influência sobre nosso comportamento é tomada como uma crescente acurácia preditiva.
Nesse cenário, argumenta-se que o problema dos vieses está associado a questões não
técnicas que devem ser discutidas em espaços públicos.
Palavras-chave: Inteligência Artificial. Vieses Algorítmicos. Governamentalidade
Algorítmica.

Abstract: Artificial intelligence (AI) techniques are used to model human activities and
predict behavior. Such systems have shown race, gender and other kinds of bias, which
are typically understood as technical problems. Here we try to show that: 1) to get rid of
such biases, we need a system that can understand the structure of human activities and;
2) to create such a system, we need to solve foundational problems of AI, such as the
common-sense problem. Additionally, when informational platforms uses these models
to mediate interactions with their users, which is a commonplace nowadays, there is an
illusion of progress, for what is an increasingly higher influence over our own behavior
is took for an increasingly higher predictive accuracy. Given this, we argue that the bias
problem is deeply connected to non-technical issues that must be discussed in public
spaces.
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I

Com o advento da inteligência artifi-
cial (IA), o temor de que a humanidade
possa ser dominada por suas próprias
criações ganhou novo fôlego. Máquinas
de inteligência superior poderiam nos
subjugar facilmente, dizem alguns. Po-
rém, já é sabido que o poder de nossos
artefatos sobre nós mesmos independe
de capacidades sobre-humanas. Somos
igualmente vulneráveis a sistemas que
não sabem o que fazem. Nesse texto
buscamos elucidar, ainda que parcial-
mente, como isso é possível.

Nos últimos anos, consolidou-se a
prática de gerar modelos computaci-
onais das atividades humanas. Seus
registros constituem gigantescos volu-
mes de dados (Big Data) a partir dos
quais é possível, em tese, descobrir no-
vos fatos sobre elas e, portanto, so-
bre nós. Em particular, tais modelos
permitem automatizar a descoberta e
a aplicação de categorias. Estas po-
dem ser tão amplas quanto “bom pa-
gador” ou tão específicas quanto “in-
divíduos que compram sem ponderar
muito à noite”. Para além de carac-
terísticas individuais, claro, esse pro-
cesso de categorização pode ser apli-
cado também a comportamentos es-
pecíficos (adequado, inadequado, sus-

peito. . . ). Uma vez identificadas, estas
categorias permitem realizar predições
com um grau de acurácia presumivel-
mente superior ao que um ser humano
seria capaz de alcançar. Qual o risco
de conceder liberdade condicional a um
detento? Deve um determinado candi-
dato ser contratado? Há chances consi-
deráveis de inadimplência, caso se con-
ceda um empréstimo? Esse é o tipo de
pergunta cuja resposta é, cada vez mais,
dependente daquilo que os sistemas in-
formacionais têm a dizer.

Não por acaso, há um crescente uso
desses modelos para substituir o juízo
humano, particularmente em ativida-
des repetitivas.1 Uma das principais
vantagens da automação desses proces-
sos é, ou deveria ser, a possibilidade de
realizar juízos mais neutros, ou seja, de
aplicar os critérios relevantes de modo
ponderado e não tendencioso. O que se
vê na prática, porém, está longe de ser
satisfatório. Não raro, os modelos têm
apresentado vieses, atribuindo um peso
inadequado a certos critérios de modo
sistemático. Os exemplos mais marcan-
tes envolvem vieses de gênero e raça.
No caso do COMPAS (Correctional of-
fender management profiling for alterna-
tive sanctions), ferramenta utilizada nos
EUA para categorizar detentos e auxi-
liar na decisão sobre a concessão de li-

1É comum argumentar que o modelo está sendo usado para “auxiliar” o juízo humano, e não para substituí-lo. Raramente esse
é o caso, contudo. Se N documentos forem categorizados por um modelo como sendo uma demanda jurídica de tipo X, e se essa
categorização não for validada, documento a documento, por um ser humano, o que se fez foi substituir o uso do juízo humano nas
categorizações não revisadas. O problema, claro, é que a necessidade de revisar caso a caso mina o objetivo da aplicação dos modelos,
que seria justamente o de evitar a necessidade de analisar cada documento, um por um.

2Sobre o COMPAS, ver Brennan e Dieterich (2017).
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berdade condicional2, detectou-se que
ela atribui um maior risco de reincidên-
cia a pessoas negras (ANGWIN et al.,
2016). Foi também detectado viés racial
em sistemas de saúde (OBERMEYER et
al., 2019), e viés de gênero (desfavorá-
vel à mulher) em sistemas de análise fi-
nanceira (PEACHEY, 2019). Desde que
esses e outros casos vieram à tona, teve
início uma ampla discussão sobre se e
como é possível eliminar, ou ao menos
mitigar, esse efeito em modelos compu-
tacionais.

Em defesa desses sistemas, há quem
argumente que vieses algorítmicos são
mais facilmente tratáveis que vieses
presentes em juízos humanos: é mais
fácil alterar um código do que um co-
ração.3 Talvez seja verdade, mas isso
não significa que eliminar vieses algo-
rítmicos seja fácil. O grau de dificul-
dade depende, em parte, da transparên-
cia com que o modelo aplica os critérios
de categorização. Se for possível averi-
guar em função de quê um dado mo-
delo aplica uma certa categoria a um in-
divíduo, objeto ou comportamento, será
possível submeter essa aplicação à crí-
tica do juízo humano. Contudo, mesmo
sendo opacos quanto ao seu funciona-
mento, esses modelos costumam gozar
da confiança das pessoas e isso significa
que, muitas vezes, não há sequer mo-
tivação suficiente para que se busque
averiguar a existência de vieses. Mas é
possível, num cenário como esse, justi-

ficar essa confiança?
O objetivo desse texto é mostrar que

uma boa resposta a essa pergunta de-
pende de uma análise mais profunda
e abrangente do que se tem feito até
o momento. Para isso, adotou-se a se-
guinte estratégia: na seção 2, serão in-
troduzidas algumas características ge-
rais dos modelos computacionais, e o
modo como vieses podem sedimentar-
se. Na seção 3, faremos uma conexão
entre problemas clássicos das pesqui-
sas em IA e o desafio de mitigar ou
eliminar vieses, concluindo preliminar-
mente que, embora isso seja possível,
é um erro conceber essa tarefa como
sendo a de buscar um juízo neutro ou
desinteressado. Pelo contrário: um
juízo algorítmico não enviesado é pre-
cisamente aquele que tem como pano
de fundo os valores e interesses da co-
munidade em que o sistema atua, ou
seja, nas regulações que essa comuni-
dade estabelece. Na seção 4, já mu-
nidos de ferramental conceitual mais
adequado, aprofundaremos a questão
da confiança nos modelos computacio-
nais, desenvolvendo a tese de que essa
confiança injustificada é parcialmente
responsável pela introdução de vieses
no modo como as atividades humanas
se estruturam e, consequentemente, em
nossas tentativas de mitigá-los.

3Isso é defendido por Mullainathan (2019).
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II

Podemos tomar como ponto de partida
a seguinte pergunta: como vieses se
estabelecem em modelos computacio-
nais? Uma boa resposta deve considerar
a existência de, pelo menos, dois tipos
de modelos computacionais: os clássi-
cos e os neurais. Modelos clássicos são
aqueles que fazem uso de estatística tra-
dicional. São desenhados diretamente
por engenheiros a partir de categorias
já conhecidas e com critérios de demar-
cação claros. Trata-se do tipo de mo-
delo utilizado na maioria dos softwares
de gestão tradicionais. Neles, as cate-
gorizações são feitas por satisfação de
regras explícitas que expressam condi-
ções necessárias e suficientes. Regras
como “será considerado um bom paga-
dor o candidato que não apresentar re-
gistros de inadimplência nos últimos 12
meses”. Sendo tanto a estruturação dos
dados quanto a elaboração das regras
uma atribuição dos engenheiros, a pre-
sença de vieses será de sua responsabi-
lidade. Vem daí a importância da trans-
parência característica desses modelos:
estando as regras explícitas, é possível
auditá-las e analisá-las a fim de detec-
tar vieses.4 A limitação desse tipo de
sistema, contudo, aparece já na largada:
a necessidade de explicitar todas as re-
gras utilizadas, uma a uma. Em fun-
ção disso, há uma tendência em sacrifi-

car parte da acurácia e utilizar heurísti-
cas, isto é, regras que podem falhar, mas
que capturam um número aceitável dos
casos desejados. É perfeitamente possí-
vel que bons pagadores tenham enfren-
tado dificuldades nos últimos 12 meses,
e pode-se acrescentar ao sistema algu-
mas regras que tentem reduzir o peso
desse critério, caso o candidato receba
boa classificação em outros, mas nem
sequer se cogita abarcar todas as pos-
síveis variações circunstanciais. Busca-
se apenas atingir margens de erro acei-
táveis, a depender dos objetivos com o
uso do modelo.

O uso de regras hiper-refinadas para
aplicar categorias, contudo, é o ponto
forte dos modelos neurais. A ideia de
utilizar uma arquitetura inspirada na
estrutura cerebral é antiga, mas ganhou
fôlego renovado na década de 1980 em
função do trabalho de McClelland et
al. (1987) e Rumelhart et al. (1986).
Contudo, o protagonismo contemporâ-
neo desse tipo de modelo nas pesquisas
em IA veio apenas muito recentemente,
já na década de 2010, numa variante
que se convencionou chamar de deep le-
arning. Esse protagonismo resultou em
uma associação direta entre a constru-
ção de modelos neurais e a construção
de sistemas inteligentes, como se um
sistema pudesse ser considerado inteli-
gente apenas em função de ter sido pro-
jetado numa arquitetura neural. Isso é,

4É preciso, claro, que o código fonte do sistema esteja disponível para análise, mas o ferramental conceitual necessário para tratar
disso, seja na esfera privada, seja na pública, já está bem estabelecido.
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no mínimo, impreciso. Apesar disso,
não são poucos os produtos comerci-
ais que utilizam variantes do selo “con-
tém IA” (de sistemas jurídicos a esco-
vas de dentes elétricas) graças à popu-
laridade dessa associação. Talvez “con-
tém modelos inspirados em redes neu-
rais” seja menos interessante comercial-
mente, embora mais preciso. Esse é um
ponto importante porque, em larga me-
dida, a confiança que se deposita nesse
tipo de sistema vem de sua associação
com a IA.

Apesar dessa confiança, redes neu-
rais também apresentam vieses, e como
seu uso tem se intensificado nos últi-
mos anos, é importante compreender
algumas de suas particularidades, a co-
meçar pela estratégia de geração des-
ses modelos. Enquanto modelos clás-
sicos são desenhados diretamente pelo
engenheiro, modelos neurais são gera-
dos indiretamente por um algoritmo de
treinamento.5 Esse algoritmo é apli-
cado sobre uma base de dados e busca,
grosso modo, detectar correlações entre
os elementos ali presentes. Se a base
de dados for composta por, digamos, fo-
tos de elefantes, o resultado poderá ser
um modelo capaz de distinguir se existe
ou não um elefante numa foto, ainda
que essa foto não esteja entre as que
foram utilizadas para treiná-lo. O que
o algoritmo de treinamento faz é aná-
logo a tentar identificar, ele mesmo, re-

gras ou critérios que podem ser utili-
zados para detectar a presença de um
elefante. Como o processo é automa-
tizado, a limitação que se apresentava
nos modelos clássicos é mitigada: mo-
delos neurais são capazes de conden-
sar uma quantidade gigantesca de crité-
rios interdependentes entre si. Ele pode
perceber, por exemplo, que a presença
de presas de marfim é um elemento re-
levante, mas não essencial, e o mesmo
ocorre com o número de patas, orelhas
ou algumas de suas propriedades (cor,
tamanho, etc.). O mesmo tipo de proce-
dimento pode ser utilizado para gerar
modelos minuciosos da atividade hu-
mana, permitindo um juízo bastante re-
finado, personalizado e sensível a vari-
ações circunstanciais.

Sendo assim, modelos neurais podem
apresentar vieses tanto em função do
algoritmo de aprendizado, quanto em
função do conteúdo presente nos da-
dos utilizados para o treinamento. É
possível, por exemplo, treinar um mo-
delo que compile os perfis históricos de
ocupantes de um determinado cargo e
usá-lo para identificar perfis semelhan-
tes em novos candidatos. Nesse cená-
rio, ainda que o gênero não seja um
critério explícito, a presença diminuta
de mulheres no histórico de ocupan-
tes daquele cargo pode fazer com que
o modelo privilegie currículos masculi-
nos. Contudo, seria apressado concluir

5É comum que se fale também em “algoritmo de aprendizado”, ou “aprendizado de máquina” (machine learning). Todos esses
termos serão aqui utilizados como tendo o mesmo significado.
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que a presença de vieses é sempre re-
sultado direto de um desequilíbrio esta-
tístico. O estudo de Rambachan e Roth
(2019), por exemplo, sugere que a rela-
ção é menos direta, e que o modelo re-
sultante poderia apresentar, inclusive, o
viés inverso, a depender do modo como
o treinamento se deu. Isso significa
que, para detectar um viés num modelo
neural, não é suficiente fazer uma aná-
lise dos dados utilizados para o treina-
mento. Igualmente insuficiente é veri-
ficar se o modelo apresenta os resulta-
dos esperados contra um conjunto de
casos utilizados para testá-lo. Um re-
sultado correto não garante que o “raci-
ocínio” utilizado pelo modelo seja ade-
quado a ponto de podermos confiar nas
suas predições em casos novos.

Uma das razões para essa dificuldade
é que nem sempre existe uma referên-
cia clara contra a qual se possa mensu-
rar a eficiência de um modelo. Caso o
objetivo seja detectar elefantes ou iden-
tificar pessoas usando máscaras numa
multidão, então é possível averiguar o
desempenho, afinal, se o sistema con-
fundir um esquilo com um elefante, o
erro será evidente. O mesmo não acon-
tece, contudo, quando se faz uso desse
tipo de modelo para predizer compor-
tamentos futuros. Como avaliar o grau
de eficácia nesses casos? O único tipo

de critério disponível depende de con-
trafactuais (“se lhe houvesse sido con-
cedida liberdade condicional, ele te-
ria cometido um crime, logo, evitamos
um crime”), mas esse é o tipo de afir-
mação que supõe a acurácia do mo-
delo, justamente aquilo que precisaria
ter sido demonstrado. Se realmente fi-
zermos uso desse tipo de raciocínio, es-
taremos ou incorrendo numa falácia (no
caso, petição de princípio), ou confi-
ando numa nada objetiva sensação de
que, não fosse pelo uso do modelo, os
resultados seriam ainda piores.

Por isso, é importante compreender
que tipo de estratégia os modelos neu-
rais utilizam em suas categorizações.
Em geral, tenta-se lidar com casos no-
vos a partir de uma espécie de gene-
ralização. O que o algoritmo de trei-
namento tenta fazer, de modo simpli-
ficado, é encontrar um grau adequado
de tolerância à diferença. É preciso que
ela seja grande o suficiente para detec-
tar elefantes que tenham característi-
cas nunca encontradas (na cor da pele
ou na textura, por exemplo) e em con-
dições nunca encontradas (perspectiva,
distância, iluminação, etc.). Por outro
lado, a tolerância não pode ser grande a
ponto de fazer o modelo reconhecer ele-
fantes onde não existem, gerando falsos
positivos.
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Uma das principais formas pelas
quais vieses podem se acomodar em
modelos neurais, portanto, se dá no
modo como a generalização é realizada.
Preliminarmente, é importante notar o
problema, antecipado por Hubert Drey-
fus6, de que há incontáveis formas a
partir das quais os objetos podem ser
semelhantes ou distintos. Proprieda-
des físicas como a presença abundante
de água ou uma certa temperatura, es-
tão presentes tanto no corpo humano
quanto em um copo d’água. A forma
pela qual um algoritmo de treinamento
toma certas características como rele-
vantes e outras como irrelevantes pode
variar enormemente, portanto. Geirhos
et al. (2019), por exemplo, descobri-
ram que alguns modelos adquiriram
um viés que os fazia atribuir prima-
zia à textura de um objeto na hora de
tentar reconhecê-lo, em detrimento de
sua forma. Isso ajuda a entender o
porquê de uma criança conseguir re-
conhecer um elefante, ainda que ele
se apresente na forma de um rabisco
simples, enquanto um modelo treinado
somente com fotos tende a falhar. De
fato, aquilo que é tomado como rele-
vante pode soar ainda mais estranho
do que uma mera propensão a achar
que a textura da pele é uma proprie-
dade essencial para determinar a pre-
sença de um elefante.7 Brendel e Bethge

(2019) mostraram que, ao tentar identi-
ficar um certo tipo de peixe para o qual
um modelo fora treinado, um dos crité-
rios era a presença de dedos humanos.
Esse tipo de peixe é rotineiramente to-
mado como um troféu por praticantes
de pesca, e a maior parte das fotos uti-
lizadas para o treinamento era de pes-
cadores segurando-os com as mãos.

Como lidar com esse cenário? Uma
primeira possibilidade é a de tentar
compensar uma tendência com outra:
se o modelo tende a priorizar a textura
sobre a forma, ou priorizar um gênero
sobre o outro, podemos reverter esse
desvio introduzindo uma tendência
contrária. Em tese, isso pode ser feito
tanto por meio de alterações diretas
no algoritmo de treinamento, quanto
pela seleção cuidadosa das amostras
que constituirão a base de dados utili-
zada. Porém, mesmo nos casos em que
isso se mostra viável, não será uma ta-
refa simples. A compensação de um
viés pode resultar na introdução de vá-
rios outros, sem que se perceba. As-
sim, é preciso analisar detalhadamente
o modelo8 e tentar identificar a cadeia
de “raciocínio” que ele segue, e essa não
é uma tarefa acerca da qual seja pos-
sível garantir uma conclusão confiável
em todos os casos.

Tudo isso sugere que a imagem ven-
dida por Mullainathan (2019), segundo

6Dreyfus expôs um argumento nessa linha na edição de 1992 do seu famoso What computers still can’t do, cuja primeira versão fora
publicada ainda em 1972. Ver a introdução adicionada em Dreyfus (1992).

7O exemplo é utilizado por Gary Marcus (2018; 2019) em sua crítica ao deep learning.
8A análise de agrupamentos (clusters) é um exemplo de ferramenta que pode ser utilizada para esse fim.
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quem é mais fácil mudar algoritmos
do que corações, pode ser enganosa-
mente simplista. Vieses algorítmicos
nem sempre podem ser facilmente de-
tectados, tampouco facilmente resolvi-
dos. Dado o que se discutiu até aqui,
contudo, não vimos razão para deixar
de pensar que se trata de um problema
de engenharia. Os resultados questio-
náveis apresentados por sistemas atu-
ais seriam explicáveis por técnicas fa-
lhas ou pouco amadurecidas que po-
dem vir a ser corrigidas. Nessa perspec-
tiva, a eliminação dos vieses é questão
de tempo.

Porém, há armadilhas. A principal
delas é que tratar de vieses é um pro-
blema geral para o qual existem ape-
nas soluções particulares. Para enten-
der a natureza desse problema, pode-se
fazer uma analogia com o conceito de
relevância: um objeto só se torna rele-
vante no interior de uma tarefa especí-
fica. Se o gerente de uma empresa quer
repassar uma tarefa a um funcionário e
manda-lhe uma mensagem como “pre-
ciso que você realize uma tarefa, então
vá separando todos os materiais rele-
vantes e, em meia hora chego aí e lhe
explico o que preciso”, gera-se um pro-
blema. Como é possível supor o que
será relevante antes de saber qual a ta-
refa adequada? A relevância não é uma
propriedade intrínseca dos materiais
em questão, mas sim do papel que eles
exercem no interior de algum processo.
Esse papel pode variar radicalmente
em função dos objetivos, expectativas

e especificidades de cada situação. As-
sim, não parece possível uma teoria ge-
ral da relevância que aponte regras ge-
rais como “será relevante todo elemento
que. . . .” de um modo independente das
situações concretas. Em vez de uma te-
oria, o resultado seria uma lista sem fim
de possíveis tarefas que se possa vir a
querer realizar em diferentes situações,
indexando cada possível combinação a
uma lista dos elementos que lhe seriam
relevantes.

Algo análogo se dá no caso dos vie-
ses. Não parece possível criar uma te-
oria geral do viés, que permita aos en-
genheiros elaborar uma solução geral
para a questão. A depender dos objeti-
vos específicos e das situações concre-
tas com as quais lidamos, o que pode
ser adequado num caso pode se mos-
trar inadequado em outro. Isso sugere
que pode haver uma dificuldade mais
profunda envolvida na tentativa de ge-
rar modelos isentos de viés. Uma difi-
culdade que não depende da existência
ou não de boas técnicas de engenharia,
e que não pode, portanto, ser tomada
como um mero problema técnico. Não
seria a primeira vez em que uma em-
preitada científica se depara com desa-
fios análogos. Em particular, problemas
de relevância aparentemente insolúveis
são velhos conhecidos dos pesquisado-
res em IA, e o conhecimento acumu-
lado em torno das tentativas (falhas) de
solucioná-los se mostra bastante útil.
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III

Classicamente, a inteligência foi conce-
bida como algo muito próximo da capa-
cidade para o raciocínio lógico e mate-
mático. Não por acaso, ainda nos anos
1990, quando o sistema Deep Blue ven-
ceu Kasparov numa partida de xadrez9,
muitos tomaram o evento como uma
prova do sucesso da IA e da validade
dos seus pressupostos: a inteligência
humana pode ser modelada computa-
cionalmente, afinal.10 Como o Deep
Blue conseguia antecipar um número
de jogadas muito maior do que um ser
humano consegue, parecia possível di-
zer que o computador tinha, de fato,
não apenas apresentado um comporta-
mento legitimamente inteligente, mas
também que o fez num grau superior
ao nosso.

Contemporaneamente, contudo,
pode-se afirmar que essa concepção de
inteligência abarcava somente a ponta
do iceberg. Isso se mostra quando dei-
xamos de prestar atenção aos alegados
sucessos da IA, e passamos a focar nas
razões dos seus fracassos. Foram eles
que tornaram saliente a importância da
sensibilidade ao contexto, isto é, a ca-
pacidade de se adaptar, de modo rá-
pido e fluido, às mais variadas nuanças
circunstanciais. Inicialmente, a IA ten-

tou reproduzir essa capacidade a partir
do mesmo ferramental lógico e mate-
mático que utilizava para outros fei-
tos, como o de jogar xadrez. A natu-
reza das dificuldades encontradas, con-
tudo, sugere que algo radicalmente di-
ferente está em jogo: a sensibilidade ao
contexto não é um feito da capacidade
de raciocínio lógico, mas uma condi-
ção necessária para que ela seja pos-
sível. Como veremos, na ausência de
um contexto bem delineado, qualquer
raciocínio tende a se perder em infin-
dáveis inferências completamente irre-
levantes. Mas por que a sensibilidade
ao contexto é um desafio? Para enten-
der isso, é importante conhecer o modo
como esse problema se manifestou na
história pregressa da IA.

Toda situação em que uma dada ação
ou decisão ocorre pode ser caracteri-
zada, ainda que de modo vago, por
um enquadramento (também chamado
de frame), tal como: estar em casa,
estar de férias, realizar uma compra,
etc. Quando adentramos o carro de um
motorista de aplicativo, por exemplo,
o comportamento adequado, tanto de
nossa parte, quanto por parte do moto-
rista, depende de compreendermo-nos
no interior de um mesmo frame. Na
IA clássica11, houve uma tentativa di-
reta de modelar esses frames na forma

9Em entrevista recente para Fridman (2019), Kasparov confessou ter ficado bastante abalado, visto que aquela não era sua primeira
derrota para um computador, mas sim sua primeira derrota em um jogo oficial.

10Ver, por exemplo, o debate em Dennett e Dreyfus (2005).
11Por “IA clássica” entendemos aqui a empreitada que se desenvolveu com mais ênfase entre os anos 1960 e 1980. Na literatura da

área, esse período costuma ser caracterizado pela ênfase no uso de modelos computacionais clássicos, sendo por vezes chamada de
IA simbólica ou, seguindo a famosa sugestão de Haugeland (1989), GOFAI (Good old fashioned AI).
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de conjuntos de regras, mais ou menos
como os que constituem e regulam as
ações adequadas num jogo de xadrez.
Assim como o Deep Blue tinha por base
um modelo daquilo que é adequado ou
não, a depender da disposição de cada
peça no tabuleiro, havia a crença de que
o mesmo poderia ser feito para guiar
comportamentos em restaurantes, esco-
las e festas. Tais modelos funcionariam
como pequenos roteiros que descrevem
as estruturas das atividades, ao menos
em condições normais.12 Num restau-
rante, poderíamos dizer que a entrada
é servida primeiro, e que é aceitável re-
jeitar uma sobremesa, mas que deixar
de pedir um prato principal demanda-
ria uma justificativa plausível. Em tese,
isso permitiria que um sistema gui-
ado por tais modelos “soubesse” como
se comportar naquele ambiente, assim
como “sabem” se comportar num jogo
de xadrez.

A despeito do otimismo quanto a essa
abordagem, logo descobriu-se que jo-
gos de xadrez e restaurantes funcionam
de modo bastante distinto. Restauran-
tes não parecem tratáveis nos termos
de um conjunto de regras porque não
constituem domínios autônomos, isto é,
nosso comportamento em restaurantes
não se deve apenas àquilo que sabemos
sobre restaurantes. Há uma interação
marcante com vários outros domínios,
mesmo em condições normais: se es-

tamos num restaurante e encontramos
ali um colega de trabalho, uma série
de regras ligadas a esse outro domínio
pode se fazer valer ali (talvez seja pru-
dente beber menos do que o desejado).
O mesmo vale para encontros que tra-
gam más lembranças, uma notícia ruim
que chega ao celular ou uma mosca a
incomodar.

Apesar disso, seria um erro inferir
que restaurantes não constituem um
domínio distinto. Frames são uma es-
pécie de domínio aberto, isto é, um do-
mínio cujas bordas são borradas, mas
não a ponto de se dissolverem: há sim
regras que guiam, ainda que de modo
vago e geral, nossa compreensão do que
caracteriza um comportamento ade-
quado ou inadequado em restauran-
tes. Contudo, ao contrário do xadrez,
essas regras não tratam explicitamente
de todas as situações possíveis que po-
dem ocorrer naquele ambiente. No xa-
drez, podemos dizer algo como: “mo-
ver uma torre na transversal é ilegal, e
você deve, portanto, voltar atrás nessa
jogada”. Já num restaurante, não faria
sentido dizer: “correr não consta nas
regras que guiam os comportamentos
possíveis em restaurantes, por isso só
me resta ignorar o seu aviso de fogo”.
Um modo de compreendermos essa di-
ferença é percebendo que toda regra
vigente no interior de um frame car-
rega consigo uma cláusula ceteris pa-

12Entre as abordagens mais famosas estão os scripts de Schank (1975) e os frames de Minsky (1997). Note que, em Minsky, o termo
frame é utilizado não para designar enquadramentos que caracterizam estruturas das atividades humanas, mas sim a estrutura de
dados utilizada para modelar computacionalmente esses enquadramentos.
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ribus. Algo como “proceda de tal modo,
a menos que haja uma razão suficiente-
mente forte em contrário”. Mas o que
conta como uma razão suficientemente
forte? Essa questão será mais desen-
volvida logo adiante. O importante a
notar, por ora, é que a capacidade de
seguir regras que contém cláusulas cete-
ris paribus é dependente da capacidade
de discernir quando, e em que medida,
é adequado segui-las. Acompanhando
uma tradição da IA sobre a qual fala-
remos logo adiante, vamos chamar essa
capacidade de senso comum.

Podemos agora sintetizar esse ponto
afirmando que a distinção entre o do-
mínio do xadrez e o domínio de um res-
taurante é que um comportamento ade-
quado no interior do segundo depende
do senso comum. Como essa depen-
dência emerge? Chamemos os domí-
nios dependentes do senso comum de
domínios abertos e os independentes de
domínios fechados. Em domínios fecha-
dos, um contexto (uma situação especí-
fica no decorrer do jogo, por exemplo)
é sempre definido e articulado a partir
das regras que constituem aquele domí-
nio. Se um jogador observa o tabuleiro e
interpreta a disposição das peças como
caracterizando uma ameaça ao seu rei,
os únicos fatos relevantes para essa ca-
racterização são aqueles oriundos das
regras do jogo. Nesse sentido, o con-
texto de “ameaça ao rei” é dito saturado.
Não há nenhum fato novo que possa

ser inserido no sistema e que venha a
se mostrar relevante na interpretação
da atual situação por parte do jogador.
Seria possível, por exemplo, informar
ao jogador ou acrescentar a um modelo
o número de vezes que cada peça foi
usada, ou a média de movimentos que
cada peça costuma realizar antes de ser
tomada, mas nada disso seria relevante
para modificar a compreensão de que
o jogador (ou o modelo) tem da atual
situação. Consequentemente, nenhum
destes fatos serão relevantes para deter-
minar o comportamento adequado.

Já em domínios abertos, como no caso
dos frames que caracterizam as estrutu-
ras das atividades humanas, o contexto
é insaturável. Isso significa que qual-
quer fato pode se mostrar subitamente
relevante na hora de determinar o que
constitui um comportamento adequado
ou não naquela situação. Vejamos um
exemplo para tornar essa ideia mais
clara. Suponha-se que, por uma ra-
zão qualquer, estejamos interessados
em prever se o cachorro de um vizi-
nho latirá no próximo sábado.13 Se-
riam as informações acerca do campeo-
nato mundial de xadrez que se realizará
sábado, num país distante, relevantes
para nossa empreitada? Parece evidente
que não. Contudo, bastam dois fatos
para que isso se inverta radicalmente:
primeiro, que o vizinho em questão é
irmão de Magnus Carlsen, atual cam-
peão mundial de xadrez que defenderá

13O exemplo é inspirado em Samuels (2010).
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seu posto no próximo sábado. Segundo,
que ele tem por hábito comemorar as
vitórias do irmão com fogos de artifício.
Estes dois fatos tornam saliente uma
parte de nosso conhecimento que, até
aqui, parecia irrelevante: cães tendem
a se assustar e latir em função de fogos
de artifício. Subitamente, esse conjunto
de fatos deixa claro que o campeonato
mundial de xadrez aumenta as chances
de o cachorro latir no sábado.14 Esse
exemplo ilustra a tese de que, em domí-
nios abertos, não há caracterização pré-
via de todos os fatores potencialmente
relevantes, tampouco do efeito que eles
podem vir a ter sobre o comportamento
humano.

A distinção entre domínios abertos
e fechados é importante para compre-
ender os problemas enfrentados pela
IA porque, em modelos computacio-
nais, todo contexto é forçosamente tra-
tado como se fosse saturado. A tenta-
tiva de modelar contextos insaturáveis
enfrenta desafios que muitos autores
entendem ser insuperáveis. Para nos-
sos propósitos, o mais relevante deles
é o que ficou conhecido como o pro-
blema do senso comum. Já vimos que o
senso comum envolve a capacidade de
lidar com cláusulas ceteris paribus, mas
ainda não sabemos exatamente em que
isso consiste para as pesquisas em IA.
Numa primeira aproximação, o senso
comum é tanto um conjunto de conhe-

cimentos acerca da estrutura das ativi-
dades humanas (os frames que as cons-
tituem) quanto um certo modo de fa-
zer uso dele. Modelar computacional-
mente essa forma caracteristicamente
humana pela qual se faz uso desse co-
nhecimento é um desafio bem conhe-
cido pela IA desde seus primórdios, em
1956.15 Mccarthy (1968), um dos prin-
cipais pesquisadores da época, detec-
tou esse desafio e dedicou-se a ele já
na largada da empreitada, sem grande
sucesso, contudo. Uma das razões do
fracasso é que modelar o senso comum
envolve tratar de um tipo de conheci-
mento que nos soa tão evidente, que é
difícil até mesmo explicitá-lo.

Um novo exemplo pode ajudar.
Suponha-se um cenário em que se está
a ensinar uma receita para alguém. A
exposição das instruções parece trivial:
apontam-se os ingredientes necessá-
rios, a quantidade adequada, o tempo
que devem permanecer ao fogo, etc.
Quão estranho seria, durante a expo-
sição das instruções, ouvir perguntas
como essa por parte do aluno: pode
a cor do açúcar se alterar se eu tirá-lo
do pacote e colocá-lo nesse pote? Se
eu encostar a faca na manteiga, pode
a faca derreter? Se eu colocar água na
jarra de vidro, ela vai retê-la? Notei que
você colocou uma faca na gaveta e não a
vejo mais, ela ainda existe? Percebi que
você deu exatamente 78 voltas ao tentar

14Outro fato que se torna saliente é que o vizinho em questão é pouco sensível ao bem-estar canino.
15Conforme Boden (2006).
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bater os ingredientes, funcionaria tam-
bém com 77? E com 79?

O conhecimento que evitaria esse
tipo de pergunta é o que constitui o
senso comum. Note que não se trata de
um saber obtido via educação formal,
pois espera-se que mesmo uma criança,
por mais imaginativa que seja, não te-
nha dúvidas como essas. Isso sugere
que, para que um modelo computaci-
onal seja capaz de realizar aquela ati-
vidade, ele precisa que figure ali, de
modo explícito numa espécie de lista
gigantesca, essas e outras incontáveis
“obviedades”. Sem isso, o sistema não
será capaz de raciocinar como um ser
humano, dando vazão a comportamen-
tos bizarros.

Elaborar essa lista parece trabalhoso,
mas por que acreditar que esse pode
ser um problema insolúvel? Um pri-
meiro desafio é o de gerar a informação.
Pode-se imaginar que o Big Data é de
grande valia, mas as informações tipi-
camente presentes nele raramente ser-
vem a esse fim. O que existe ali são da-
dos sobre decisões tomadas e comporta-
mentos adotados, não sobre aquilo que
os motivou ou sobre a cadeia de raci-
ocínio que lhes deu origem. É prová-
vel que as informações necessárias para
evitar as perguntas estranhas do apren-
diz de cozinha não existam em base de
dados alguma. Parece que dependemos,
portanto, de um esforço reflexivo para
tentar identificar em larga escala todos
os pequenos conhecimentos que carac-
terizam o senso comum. É uma tarefa

colossal, mas há quem tente realizá-la.
O exemplo mais lembrado é o CYC de
Lenat et al. (1990). Ele iniciou seus
trabalhos na década de 1980 e, embora
tenha conseguido gerar um produto co-
mercial aplicável a automações, não há
nenhum avanço significativo no obje-
tivo mais amplo de modelar o senso co-
mum. Segundo o site da empresa Cy-
corp (2020), sua base de conhecimento
dedicada ao senso comum possui hoje
mais de dez mil predicados, 25 milhões
de asserções e milhões de coleções de
fatos e conceitos. Seria um tanto sur-
preendente se realmente precisássemos
supor a existência de todo esse volume
informacional em nosso aparato cogni-
tivo apenas para explicar a capacidade
de concluir que uma faca não deixa de
existir ao ser guardada.

Acumular informações, no entanto, é
a parte fácil. Mesmo um sistema que
detenha toda a informação necessária
acerca de todos os possíveis contextos,
precisa também ser capaz de estruturá-
la adequadamente, ou não poderá cir-
cunscrever a porção desse saber que é
relevante para a situação específica em
que se encontra. Como vimos anteri-
ormente, os contextos que caracterizam
nossa estruturação do mundo têm ca-
ráter insaturável. Isso significa que,
aquilo que é adequado ou não a uma
dada circunstância pode variar enorme-
mente em função de uma quantidade
potencialmente infinita de elementos.
No exemplo do restaurante, mesmo fa-
tos sobre elementos ausentes (no caso,
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colegas de trabalho) podem ser rele-
vantes para caracterizar o contexto a
partir do qual a atividade se dará, e es-
sas possibilidades precisam estar pre-
sentes nos modelos, ou o sistema agirá
como se não existissem. Mas se esse é
o caso, como distinguir, por princípio,
ausências relevantes das irrelevantes?
Podemos perceber agora a falta que nos
faz uma teoria geral da relevância, pois
emerge aqui uma dificuldade crucial:
um frame não pode ser computacional-
mente modelado tal como se fosse um
script ou roteiro vago daquilo que é ade-
quado ou não e daquilo que é relevante
ou não em uma dada situação. Isso ge-
raria um comportamento inadequado
por parte do sistema, pois a capacidade
de seguir um tal script, sem se perder na
consideração de possibilidades esdrú-
xulas e irrelevantes, pressupõe o senso
comum. Ele é o responsável por re-
solver as vaguezas e preencher tudo o
que não estiver explicitado no roteiro.
Para embutir o senso comum em mo-
delos computacionais, resta então uma
única alternativa: encontrar uma forma
de “catalogar” e organizar todas as pos-
sibilidades lógicas, tratando domínios
abertos como gigantescos domínios fe-
chados. Essa é a razão pela qual mode-
los computacionais só conseguem tratar
de contextos como se fossem saturados.
Não foi por acaso, portanto, que esse
caminho tenha sido escolhido pela IA

clássica. Era sua única opção.
Sendo esse o caso, como deve esse co-

nhecimento ser organizado? Uma exi-
gência essencial é que essa estrutura
seja isomórfica à estrutura de frames
que caracterizam as atividades huma-
nas. Na história da IA, esse problema
organizacional ficou conhecido como
frame problem.16 Ele se mostrou um
desafio especialmente difícil porque a
organização adequada é, ela mesma,
dependente de contexto. Repare como
a dificuldade do aprendiz de cozinha
não se dava pela completa ausência de
conhecimento, mas pela sua desorga-
nização. Ele dispunha de inúmeras
informações sobre o mundo, mas não
conseguia fazer bom uso delas, origi-
nando perguntas descabidas no inte-
rior daquele frame. Espera-se que um
ser humano seja capaz de reconhecer
que está no interior de um frame como
“aula de gastronomia”, e que guie sua
compreensão dos contextos que ali en-
contrar a partir disso. Diante de uma
instrução como “mexa até ficar consis-
tente”, é essa capacidade que lhe per-
mitirá entender que o verbo mexer diz
respeito ao preparo, e não a um talher
(que pode se mexido fora da panela) ou
ao seu corpo (que o aprendiz pode me-
xer, mas sem qualquer efeito sobre o
preparo). Essa mesma compreensão lhe
permitirá ordenar os conhecimentos,
priorizando os mais relevantes: como

16Note que, na literatura da IA, o termo “frame” em “frame problem” pode ter significados distintos do que se vem chamando aqui
de frame, como é o caso em Minsky (1997). Contudo, a natureza do problema é a mesma. Para uma defesa dessa compreensão, ver
Barth (2018).
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detectar a consistência? Deve-se usar
as capacidades motoras, de modo a sen-
tir a crescente resistência do preparo
aos movimentos, ou deve-se priorizar
o conhecimento matemático, de modo
a contar o número de voltas que a co-
lher usada faz? Não é difícil imaginar
pequenas variações contextuais que al-
terariam completamente a prioridade
atribuída a cada parcela de conheci-
mento do senso comum. Assim, o frame
problem não é apenas o problema de en-
contrar “o” modo certo de organizar a
informação que caracteriza o senso co-
mum, mas sim o problema de como mo-
delar a nossa capacidade de rever con-
tinuamente essa organização (e as pri-
oridades atribuídas a cada parcela em
função de sua relevância na situação
concreta), e isso para todo e qualquer
contexto, mesmo aqueles com os quais
nunca tivemos contato prévio.

Para entender porque esse é um pro-
blema grave, basta notar que essa or-
ganização é fruto de nos compreender-
mos no interior de um dado contexto
caracterizado por um dado frame: “es-
tou agora numa sala assistindo a uma
aula de gastronomia”. Mas que tipo
de critério pode ser usado para con-
cluir a natureza dos contextos em que
nos encontramos? Imagine-se que al-
guém está descrevendo objetos presen-
tes num cenário e nós tenhamos que
adivinhar que cenário é esse. Já sabe-
mos que ali há copos, colheres, mesas,
comida, líquidos, alguém servindo e al-
guém sendo servido. Podemos concluir

que se trata de um restaurante? Não.
Note-se como todos esses elementos são
também compatíveis com quartos de
hospitais e mesmo refeitórios de cer-
tos presídios. O que fazer diante disso?
É suficiente aumentar a quantidade de
elementos verificados? Acrescentemos,
por exemplo, a informação de que há
talheres de plástico. Isso conta pontos a
favor da hipótese do refeitório no presí-
dio e do hospital, mas também torna sa-
liente a possibilidade de ser um restau-
rante com uma área infantil. Quantas
características a mais deveríamos che-
car então, antes de concluirmos com se-
gurança? A depender do contexto, um
único elemento saliente pode ser sufici-
ente, enquanto em outros casos, mesmo
que chequemos dezenas, a questão per-
manecerá em aberto. Além disso, a
qualquer momento uma nova informa-
ção pode nos fazer rever o significado e
a relevância de todos os elementos ante-
riormente considerados, como quando
uma investigação policial sofre uma re-
viravolta em função de novas evidên-
cias.

A lição a extrair desse exemplo é que
os critérios utilizados para detectar se
um certo cenário recai ou não sob uma
dada categoria são, eles mesmos, de-
pendentes de contexto. Não há critérios
gerais. Para tentar lidar com isso, pode-
ríamos seguir muitos dos pesquisado-
res da IA clássica e imaginar que frames
se organizam de forma hierárquica: o
frame “restaurante” seria uma espécie
do gênero “evento social”. Um modelo
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computacional poderia então proceder
segundo essa hierarquia: dado que se
trata de um evento social, pode-se des-
cartar a possibilidade de ser um hospi-
tal ou um presídio. Contudo, não é bem
assim. Essa hierarquia pode represen-
tar o que é típico, mas os contextos em
que realizamos nossas atividades não
estão limitados a essa tipicidade. Emer-
gências hospitalares podem ocorrer em
restaurantes, e jantares românticos po-
dem se dar em hospitais. Gera-se, as-
sim, a necessidade de multiplicar inde-
finidamente o número de frames e de
variações possíveis destes. O modelo
computacional precisaria antever e or-
ganizar todas as variações circunstan-
ciais possíveis, bem como todos os ca-
minhos a partir dos quais os contextos
se alternam ou se mesclam entre si (um
jantar romântico se torna uma emer-
gência hospitalar caso alguém passe
mal, e o fato de os dois serem colegas de
trabalho pode ter efeitos enormes sobre
o que se considera um comportamento
adequado nessa situação).

Em síntese, o que temos é um cená-
rio onde parece inescapável que trate-
mos as situações do mundo humano tal
como tratamos jogos de xadrez. O frame
problem nos limita a modelos que tra-

tam do mundo humano como um gi-
gantesco domínio fechado onde todos
os fatos que podem vir a ser relevantes
precisam estar previamente explicita-
dos. Isso é desastroso, pois significa
que não há como modelar o senso co-
mum sem que disso resultem proble-
mas computacionalmente intratáveis.17

Assim caracterizado, o frame problem
parece associado ao uso de modelos
computacionais clássicos. Neles, o de-
safio toma a forma da tediosa e proibi-
tiva tarefa de elaborar uma gigantesca
lista de regras que delineie cada possí-
vel contexto humano, bem como suas
propriedades e as possíveis relações en-
tre eles. Não por acaso, essa abordagem
foi deixada de lado. Mas permanece em
aberto a questão sobre se os modelos
neurais teriam condições de evitar que
o problema venha à tona. Afinal, como
vimos, uma de suas principais vanta-
gens era justamente a de se mostrar sen-
sível a um grande número de circuns-
tâncias sem a necessidade de modelar
explicitamente um grande conjunto de
regras. Vários autores depositaram suas
esperanças nisso.18 Infelizmente, esse
tipo de modelo enfrenta sua própria
versão dessa dificuldade.

17O frame problem foi primeiro descrito por Mccarthy e Hayes (1969) e foi tema de ácidos debates nos anos 1980 e 1990, tendo sido
retomado por um pequeno círculo no início dos anos 2010, sem qualquer sucesso ou avanço na sua solução, contudo. Uma antologia
desses debates pode ser encontrada em Pylyshyn (1987), Ford e Pylyshyn (1996) e Kiverstein e Wheeler (2012). Contemporanea-
mente, no campo das ciências cognitivas (psicologia e neurociência), esse tipo de dificuldade é evitada por apelo a elementos não
computacionais. Isso originou variantes diversas da chamada cognição situada. Ver, por exemplo, Varela, Rosch e Thompson (1992),
Clark (1998) e Chemero (2009). Para esses autores, a inteligência humana não pode ser modelada em termos computacionais. No
caso da IA, contudo, aceitar isso seria equivalente a desistir.

18Ver, por exemplo, Churchland (1989).
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Algoritmos de treinamento também
enfrentam o desafio de arregimentar e
organizar toda a informação necessá-
ria para caracterizar o senso comum. O
que distingue essa abordagem é o modo
pelo qual se busca superar o problema:
em vez de tentar modelar a estrutura
diretamente, busca-se encontrar a base
de dados correta, isto é, aquela que per-
mita ao algoritmo de treinamento infe-
rir os frames que deram origem ao com-
portamento registrado. Em parte, vem
daí a ideia comum de que um maior
volume de dados pode resolver qual-
quer problema de aprendizado, afinal,
quanto maior a base de treinamento,
maiores as chances de que um subcon-
junto dela seja exatamente o que é pre-
ciso para inferir as estruturas subjacen-
tes à atividade em questão. Como vi-
mos, em modelos neurais, inferir a es-
trutura de frames certa (isto é, aquela
que de fato originou o comportamento
humano registrado) significa encontrar
o modo certo de generalizar ou “abs-
trair” os critérios, regras ou padrões
que o guiam.

Um primeiro problema, portanto, é
o de que há um número indeterminado
de abstrações compatíveis com os da-
dos. Marcus (1998) fornece uma ilus-
tração dessa dificuldade. O autor trei-
nou modelos que deveriam receber um
número, processá-lo e apresentar o re-
sultado adequado. A ideia era simples:
se a entrada fosse 2, a saída deveria ser
2; se a entrada fosse 6, a saída deve-
ria ser 6, se a entrada fosse 10, a saída

deveria ser 10, e assim por diante. A
um ser humano, bastam estes exem-
plos para que se perceba a regra sub-
jacente: f(x)=x, ou seja, dado um nú-
mero qualquer, a resposta certa é esse
mesmo número. Contudo, no conjunto
de dados utilizado para geração do mo-
delo haviam apenas números pares. Se
o modelo gerado conseguir abstrair a
regra desejada dos dados, segue-se que,
mesmo diante de um número ímpar
com o qual ele nunca teve contato pré-
vio, ele não se acanhará e aplicará a
mesma regra: se entrada for 3, a saída
será 3. Isso não aconteceu. O sistema
mostrava um número par qualquer, de
forma um tanto errática, deixando claro
que ele não conseguiu abstrair a re-
gra adequada, e que estava se guiando
por algum outro critério. Isso é possí-
vel porque há múltiplas regras que são
compatíveis com os dados.

Soma-se a isso a já mencionada di-
ficuldade de compreender que tipo de
critério ou padrão está norteando as in-
ferências do modelo: como vimos, não é
suficiente analisar os dados nem os re-
sultados. Suponha-se que tentemos cor-
rigir o modelo de Marcus treinando-o a
partir de um conjunto de dados que in-
clui uns poucos números ímpares. Isso
significa que ele agirá de acordo com a
regra f(x)=x? Talvez, mas não necessa-
riamente. O sistema poderá “concluir”
que a regra adequada é “se x é par, a
saída será x; se x é ímpar, a saída será x-1”
ou ainda alguma outra regra qualquer,
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que pode ser de difícil determinação.19

Uma outra versão dessa mesma difi-
culdade se mostra quando tentamos fa-
zer com que um modelo distinga quais,
dentre as regularidades ou correlações
mapeadas, constituem relações causais.
O papel do senso comum pode ser ob-
servado tanto em exemplos de falsos
negativos (correlações que não impli-
cam causalidade) quanto de falsos po-
sitivos (correlações que, apesar de es-
tranhas, caracterizam relações causais).
Vigen (2015) exemplifica que, a consi-
derar os dados entre 1999 e 2009, existe
uma correlação entre o número de fil-
mes em que Nicolas Cage aparece e o
número de pessoas que morreram afo-
gadas ao cair numa piscina. Dado o
senso comum que partilhamos, é des-
necessário argumentar que não há uma
relação causal entre uma coisa e outra.
Mas essa compreensão está fora do al-
cance de um algoritmo de aprendizado,
podendo ele concluir qualquer coisa a
respeito, bastando que seja algo com-
patível com os dados. Por outro lado,
há correlações um tanto estranhas que
são, de fato, relações causais. É bem co-
nhecida, por exemplo, a relação entre
o tamanho da mão de um indivíduo e

o tamanho do vocabulário que ele do-
mina em seu idioma natal. Essa rela-
ção pode ser caracterizada como causal
porque, em geral, crianças tendem a ter
mãos e vocabulários menores que adul-
tos.20

Historicamente, o problema do senso
comum foi evitado pela circunscrição
dos sistemas, por parte dos engenhei-
ros, a contextos artificialmente delimi-
tados. Esse é o resultado direto do foco
em problemas específicos, tais como
o de jogar xadrez, e nada mais. Isso
diz muito sobre a natureza do trabalho
realizado pelo engenheiro de um sis-
tema: o que ele está fazendo é dando
origem a um domínio fechado ou re-
plicando algum já existente.21 O en-
genheiro adota um contexto de ativi-
dade humana como ponto de partida e
“recorta” um conjunto de elementos e
regras que serão considerados relevan-
tes. O estado de coisas que não for de-
terminável a partir destes, não fará di-
ferença alguma no comportamento do
sistema. No caso do xadrez, o sistema
não precisa se preocupar em descobrir
se o peso ou a cor das peças é relevante
para a próxima jogada, simplesmente
porque essas propriedades são inexis-

19Como se vê, algoritmos de aprendizado tem pouco apreço pela navalha de Occam.
20Esses exemplos ilustram bem uma dificuldade já apontada do frame problem: em quais circunstâncias os conhecimentos perten-

centes a um frame podem afetar conhecimentos pertinentes a outro frame? A estruturação do conhecimento que caracteriza o senso
comum precisa ser, ao mesmo tempo, rígida o suficiente para sabermos que fatos sobre os filmes de Nicolas Cage não são relevantes
para fatos sobre acidentes domésticos com piscinas, mas flexível o suficiente para que percebamos como, às vezes, fatos biológicos de
um organismo podem ser relevantes no tratamento de fatos sobre o vocabulário de um indivíduo.

21Jogos são bons exemplos de domínios fechados criados por nós. Quando convencionamos um determinado conjunto de regras
ou elementos (cartas, peças, tabuleiros etc.) o que estamos fazendo é determinar, por princípio, aquilo que será relevante ou não
no interior daquele jogo. Um engenheiro que busque então criar um modelo computacional desse jogo já terá para si um domínio
fechado com o qual trabalhar.
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tentes nesse domínio. Isso se mostra de
forma um pouco mais clara no caso de
sistemas que precisem interagir fisica-
mente com o mundo, pois nestes casos o
mundo pode impor ao sistema situações
que estão fora daquelas previstas no in-
terior de seu domínio fechado. Note-se
como, no caso de robôs em linhas de
produção, é preciso alterar e constran-
ger o ambiente em que o sistema será
posto para rodar. Se ele foi programado
para apanhar um certo tipo de peça e
encaixá-la em outra, é preciso que as
peças certas estejam nos lugares certos,
no momento certo. O robô não precisa
tratar de situações em que uma dada
peça não seja a que ele espera porque
essa possibilidade inexiste nos modelos
que ele utiliza para guiar seu compor-
tamento. Uma vez que o mundo não se
restringe ao que figura no modelo do
robô, contudo, é possível que uma peça
não esteja onde deveria estar, mas se
isso ocorrer, será uma falha atribuível
aos engenheiros que tinham a respon-
sabilidade de adaptar o mundo ao mo-
delo que guia o robô, e não vice-versa.
Esse é o caso de qualquer sistema au-
tomatizado, em contraste com sistemas
inteligentes, dos quais se esperaria a ca-
pacidade de se adaptar a situações im-
previstas.

Vale notar que esse caráter de sistema
automatizado permanece, mesmo que
o robô seja extremamente complexo e
flexível. Ainda que ele consiga lidar
com milhares de peças em dezenas de
milhares de diferentes situações (local,

peso, forma, etc.), continuamos a tra-
tar de um sistema automatizado, não
de um sistema inteligente. A razão para
essa recusa em lhe atribuir inteligência
precisa estar clara: por mais comple-
xos que sejam, sistemas que operam em
domínios fechados só conseguem lidar
com contextos saturados e, nesse sen-
tido, dependem que algum agente do-
tado de senso comum garanta que ele
opere num ambiente adequado às suas
limitações. Um sistema legitimamente
inteligente, como o almejado pela IA,
precisa ser independente do senso co-
mum do engenheiro. O sistema precisa
ser capaz de descobrir “por si mesmo”
o que é apropriado e o que não é, em
cada contexto específico, e para isso ele
precisa ser capaz de se reconhecer no
interior de diferentes frames, tal como
nós o fazemos. Modelar os frames que
caracterizam corretamente os contextos
de atividade humana é, portanto, con-
dição necessária para que se modele o
senso comum, e como vimos, isso passa
pela solução do frame problem.

O que essa batalha da IA nos ensina
é que o senso comum é uma condi-
ção necessária para nossa capacidade
de raciocínio lógico e matemático, e
não um feito dela. A inteligência se
demonstra também na própria capaci-
dade de circunscrever domínios aber-
tos em sistemas fechados e estruturados
“sob medida” para cada circunstância.
Viabiliza-se assim o uso do raciocínio
lógico no seu interior sem que nos per-
camos em infindáveis inferências irre-
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levantes.
O que isso significa para a discussão

sobre vieses? Nota-se aqui uma razão
profunda para que a presença de viés
não seja concebida como a presença de
perspectivas ou interesses dos agentes
envolvidos. Um raciocínio isento de
viés não é aquele que ignora tais ele-
mentos, atribuindo igual peso a todas as
possibilidades lógicas, mas sim aquele
que atribui pesos adequados, conforme
o contexto, a cada interesse ou expec-
tativa envolvidos. Determinar o peso
adequado, como se viu, depende do
senso comum, e a tentativa de calculá-
los na ausência do senso comum leva ao
frame problem. Isso não ocorre no caso
de domínios fechados suficientemente
pequenos, mas dado que tais domínios
são, eles mesmos, realizações da inte-
ligência humana, o viés pode se dar já
na sua concepção. Aquilo que tomamos
como enviesado, portanto, dependerá
do modo como nós mesmos circunscre-
vemos os domínios fechados no interior
dos quais queremos automatizar a rea-
lização de certas linhas de raciocínio.

Segue-se disso que a mitigação de vi-
eses é possível, mas não é uma tarefa
técnica. Não é algo que deva ficar ex-
clusivamente nas mãos de engenhei-
ros. A caracterização de um sistema
como enviesado não se dá em função do
modo como ele é computacionalmente
modelado. Um algoritmo que não im-
plemente um dado domínio fechado de
modo correto não é enviesado, mas sim
falho. Um software de xadrez que movi-

menta torres na transversal ou cavalos
na horizontal não é uma implementa-
ção enviesada de xadrez. O programa
sequer está jogando xadrez. Essa dis-
tinção não é sempre evidente porque,
não raro, o engenheiro realiza tanto a
estruturação do domínio (o que será ou
não relevante, e em que medida) quanto
sua modelagem computacional. Nesse
sentido, estamos concedendo a eles (ou
aos que lhes financiam) um grande po-
der sobre como nós mesmos devemos
estruturar nossas atividades. Ao enge-
nheiro, deve caber somente a responsa-
bilidade sobre a implementação com-
putacional adequada de um dado do-
mínio fechado. A constituição desse
domínio, bem como a aceitação ou re-
jeição de seu uso para um dado fim, são
temas de debate público. Deve o algo-
ritmo tratar a todos de modo formal-
mente idêntico, ou deve ele compensar
certas desigualdades materiais? A res-
posta a esse tipo de pergunta não é de
ordem técnica, mas sim política. A mi-
tigação dos vieses, portanto, depende
de um pano de fundo regulatório que
envolve, necessariamente, o conjunto
de valores e interesses públicos vigen-
tes. Tratá-la como uma questão técnica
é chegar tarde demais.

IV

Tudo o que foi discutido até aqui torna
saliente o quão potencialmente peri-
goso é o abuso do termo “inteligência”
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para caracterizar sistemas automatiza-
dos. A recepção que essas tecnologias
vêm obtendo nas organizações públi-
cas e privadas raramente leva em conta
sua incapacidade de tratar adequada-
mente o caráter insaturável dos con-
textos subjacentes às motivações huma-
nas. Isso afeta mesmo tarefas aparen-
temente simples como a de categorizar
textos ou documentos como sendo so-
bre um determinado tema. Tais tarefas
são dependentes da capacidade de com-
preender linguagens naturais por parte
dos modelos, e essa capacidade é de-
pendente do senso comum.22 Apesar
disso, não é raro encontrar instituições
que confiem nos resultados apresenta-
dos, fazendo deles base para tomada de
decisão. Em alguns casos é possível,
claro, identificar temas pela presença
de certas palavras-chave, mas isso se dá
em função de convenções instituciona-
lizadas. Nesses espaços, podemos en-
contrar regras como “todo documento
sobre X deve ter o termo ‘X’ explici-
tado em seu cabeçalho”. Por si só, a
linguagem natural não tem nenhuma
demanda análoga a essa. Pode-se escre-
ver um livro inteiro sobre filosofia me-
dieval sem que essa expressão apareça
uma vez sequer. Seria igualmente ilusó-
rio acreditar que um arranjo complexo

de palavras poderá fazer as vezes des-
ses termos chave.23 Nenhum modelo
dentre os atualmente disponíveis seria
capaz de compreender, por exemplo, se
o presente texto está a extrair lições da
história da IA para então aplicá-las a
um debate sobre vieses algorítmicos ou
se, ao contrário, está a tratar de dificul-
dades da IA que originam tais vieses.

A confiança rotineiramente deposi-
tada na tecnologia, contudo, vai além,
e sempre há o risco de um “delírio”, fi-
xado no modelo pelo uso de uma es-
tratégia de generalização distinta da
utilizada por seres humanos, ser con-
siderado um insight. Como se viu, no
caso de modelos neurais, o treinamento
pode se dar tanto para fins previamente
especificados, como o de gerar um mo-
delo capaz de mapear correlações entre
termos de diferentes idiomas (gerando
assim um modelo que busca simular a
atividade humana da tradução) quanto
com objetivos menos definidos, como
o de descobrir correlações ocultas en-
tre os dados, quaisquer que sejam. Essa
tentativa de descobrir relações não pre-
viamente supostas é denominada data
mining (mineração de dados). Ela per-
mite a geração de modelos que “descu-
bram” novas categorias.

Um exemplo clássico é o de fazer uso

22Um exemplo é o GPT-3 da OpenAI, que se tornou famoso por sua capacidade de elaborar textos estruturalmente complexos a
partir da “leitura” de documentos ou livros. Contudo, tais modelos se baseiam apenas em análises estatísticas que correlacionam
palavras umas às outras. Eles não fazem a menor ideia do que estão falando e são alvos perfeitos para o argumento da sala chinesa
exposto por Searle (1980). Para a descrição do GPT-3, ver Brown et al. (2020). Para uma crítica de suas capacidades e bons exemplos
dos erros crassos que essa técnica costuma gerar, ver Marcus (2020) e Marcus e Davis (2020).

23Exemplos comuns são estratégias como word2vec ou doc2vec, que representam estruturas sintáticas em vetores numéricos, típicos
dos modelos neurais. Isso permite uma comparação refinada da forma de um texto, mas ignora seu significado.
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desses modelos para aprender padrões
de compra. Ele pode trazer à tona uma
correlação como: clientes que gostam
de amendoim tendem a preferir cerveja
de trigo. Isso origina uma nova ca-
tegoria, a dos clientes-que-gostam-de-
amendoim-e-cerveja-de-trigo, que pode
ser utilizada para formular estratégias
comerciais a partir de uma hiperseg-
mentação mercadológica numa escala
sem precedentes.24 Diante disso, a per-
gunta que nos interessa agora é: por
que confiamos tão prontamente nas cor-
relações indicadas por esses modelos,
tomando-as como descobertas?

Essa confiança é exemplificada pelo
artigo de Joshua Davis na Wired (2017),
onde ele explicita sua expectativa de em
breve poder substituir o presidente do
seu país (EUA) por uma IA. Para Da-
vis, um tal sistema seria capaz de emi-
tir juízos menos enviesados e de des-
cobrir fatos que nos são inacessíveis,
sendo assim capaz de conhecer aquilo
que queremos e precisamos melhor do
que nós mesmos. Nessa discussão, já
vimos algumas razões para sermos re-
ticentes quanto a esse alegado privilé-
gio epistêmico. Na ausência do senso
comum, os modelos são incapazes de
distinguir entre correlações espúrias e
correlações que caracterizam legítimas
relações causais, por exemplo. Na mai-
oria dos casos, contudo, o custo a pagar
pela confiança em eventuais erros é re-

lativamente baixo: caso se posicione o
amendoim próximo à cerveja de trigo
e não se observe um aumento no con-
sumo, nenhum grande dano foi feito.
Contudo, se concedêssemos a um mo-
delo o poder que Davis sugere, o po-
tencial para dano seria colossal. A má
notícia é que, embora não cogitemos
(ainda?) a sério atribuir poder político
a um sistema de IA de modo tão direto,
estamos sim permitindo que eles regu-
lem nossas vidas em larga escala, e isso
está relacionado aos efeitos dos vieses
algorítmicos.

Até o momento, tratamos dos vieses
como um desvio sistemático em rela-
ção a um pano de fundo que caracte-
riza o que se considera adequado num
domínio. Contudo, há um segundo
sentido, talvez mais profundo, em que
eles podem se mostrar: algoritmos po-
dem introduzir vieses no modo como
nós mesmos compreendemos a estru-
tura de nossas atividades, isto é, nos-
sos frames. Nesse caso, os vieses al-
gorítmicos não seriam apenas desvios
sistemáticos que ocorrem em modelos
computacionais, mas sim um fenômeno
em que nossa própria compreensão do
que é adequado ou não estaria sob sua
influência, afetando assim nosso senso
comum. Como isso é possível?

Esse é um dos efeitos daquilo que
Rouvroy (2019; 2015) denominou
governamentalidade algorítmica (GA).

24Importante notar que novas categorias podem surgir mesmo na geração de modelos não destinados ao data mining. Os modelos
podem gerar categorias que funcionam como intermediárias para os fins estabelecidos pelos engenheiros (a classe das palavras-que-
contém-acentos-nos-dois-idiomas para os quais se efetua uma tradução, por exemplo).
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Trata-se de uma forma de governo, en-
tendido aqui como um modo de lidar
com as incertezas associadas à con-
duta dos governados, produzindo as-
sim certas regularidades em torno do
que se considera adequado ou desejá-
vel. Tal regime está presente em vá-
rias plataformas informacionais, tanto
as puramente virtuais (sistemas de
busca) quanto as híbridas (aplicativos
de transporte) e tende a transbordar ra-
pidamente para outras dimensões da
vida, tais como a política, o direito e a
saúde. Rouvroy descreve a GA como
fruto da articulação de três práticas es-
pecíficas: primeiro, a extração capila-
rizada de informações sobre atividades
humanas. Segundo, o uso das informa-
ções para gerar modelos computacio-
nais dessas atividades. Terceiro, o uso
desses modelos na geração de perfis in-
dividuais usados para intermediar as
relações destes indivíduos (nós), com
instituições diversas, virtuais ou não.

A primeira e segunda práticas já fo-
ram aqui desenvolvidas: trata-se tão
somente da propensão a registrar cada
vez mais aspectos de cada vez mais ati-
vidades que realizamos, e de gerar mo-
delos computacionais a partir destes
dados. A terceira prática, contudo, é
mais específica: não se trata apenas de
gerar perfis comportamentais individu-
ais e tentar realizar predições a partir
deles, mas de usá-los para afetar ou
modular o comportamento individual
via mediação das relações entre indiví-
duos e instituições. É o que se vê, por

exemplo, na relação entre indivíduos
e empresas como a Google, Facebook
e Amazon. Nelas, o perfil individual
de cada usuário é levado em conta na
hora de apresentar resultados das bus-
cas ou para decidir o que será apresen-
tado em destaque, numa tentativa de
predizer a relevância do conteúdo em
função dos interesses do usuário. Essa
prática fez com que, paulatinamente, a
ideia da internet como um oceano a ser
desbravado de igual modo por todos,
fosse substituída pela imagem de uma
lagoa artificial construída sob medida
para cada indivíduo. A mesma estraté-
gia pode ser adotada, claro, na venda de
bens e serviços em espaços não virtuais.
É o que fazem hoje algumas redes de
farmácias que apresentam ofertas es-
pecíficas (não necessariamente vantajo-
sas) em função do perfil de cada com-
prador.

De que modo o uso dessas tecnolo-
gias pode caracterizar um tipo de go-
vernamentalidade? A força da GA, nas
palavras de Rouvroy (2019, p. 33), está
em “. . . separar os sujeitos de sua capaci-
dade de fazer ou não fazer certas coisas”.
Não há ali oferta de motivações para
sugerir um determinado curso de ação.
Os filtros são aplicados de modo a mi-
tigar, ou mesmo impedir, as chances de
que um dado comportamento venha a
ser. Nas palavras de Rouvroy:

A governamentalidade algorít-
mica, portanto, apresenta uma
nova estratégia de gerencia-
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mento da incerteza que con-
siste em minimizar a incerteza
associada à agência humana:
a capacidade dos seres huma-
nos de fazer ou não fazer tudo
aquilo que são fisicamente ca-
pazes de fazer. Efetuado atra-
vés da reconfiguração de arqui-
teturas informacionais e físi-
cas e/ou ambientes dentro dos
quais certas coisas se tornam
impossíveis ou impensáveis, e
lançando alertas ou estímulos
produzindo respostas reflexas
ao invés de interpretação e re-
flexão; isso afeta indivíduos em
sua agência que é, em sua ina-
tualidade, dimensão virtual da
potencialidade e da espontanei-
dade (. . . ) (ROUVROY, 2019, p.
34)

Exemplos de uso dessa estratégia
abundam, pois ela é aplicada em pra-
ticamente toda plataforma que obje-
tiva fornecer conteúdo personalizado:
plataformas de notícias, áudio ou ví-
deo que organizam as opções em fun-
ção do que consideram que será mais
interessante são o exemplo mais co-
mum. Também são exemplos os siste-
mas que almejam fornecer “sugestões”
para processos de tomada de decisão,
apresentando apenas um subconjunto
dos caminhos disponíveis por conside-
rar os demais indesejáveis ou irrelevan-
tes. Todos são casos de reconfiguração
no modo como as diferentes possibili-

dades de ação são apresentadas a cada
indivíduo a partir do seu perfil.

Tal estratégia é utilizada não apenas
para personalizar o ambiente, contudo,
mas também para fazer valer regras
de conduta. Nesses espaços, como em
quaisquer outros, demanda-se algum
tipo de regulação ou controle acerca do
que se considera um comportamento
desejável. Na medida em que crescem,
o volume de casos em que esse controle
precisa ser exercido se amplia. Ao fazer
uso das estratégias de personalização
com esse fim, a GA não atua por meio
de sanções ou de caracterizações deon-
tológicas daquilo que deve ser obser-
vado. Não se estipula o que deve ou não
ser feito, mas sim o que aparece ou não
ao sujeito como uma ação possível ou
adequada. O contraste com outros regi-
mes é claro: neles, o sujeito compreende
que tem diante de si um sem número
de possibilidades de ação, mas também
compreende que, a depender do cami-
nho adotado, ele estará sujeito a con-
sequências de ordem social ou penal.
Uma vez que o conjunto de comporta-
mentos possíveis extrapola o conjunto
de comportamentos desejáveis, existem
sanções ou orientações. Em um regime
de GA, contudo, tais possibilidades são
afastadas, ou mesmo negadas ao su-
jeito, e o espaço dos comportamentos
possíveis tende a ser coextensivo com o
espaço dos comportamentos aceitáveis.

É fundamental notar como toda essa
articulação ocorre de modo invisível ao
usuário. O modo como o perfil media
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a relação entre o indivíduo e os espaços
que ele ocupa, bem como as institui-
ções com as quais se relaciona, ocorre
de modo inescrutável. Não se trata ape-
nas de não sabermos que tipo de infe-
rência foi feita a nosso respeito a partir
dos nossos rastros, mas também de não
sabermos quando ou em que medida es-
sas inferências estão sendo usadas para
afetar aquilo que nos aparece como pos-
sibilidade de ação. Temos assim um
exercício de poder que atua direta e
acriticamente nos porões de nossa sub-
jetividade: nosso campo de ação é de-
limitado e organizado por um processo
invisível de ordenação de preferências.
Cursos de ação são tornados salientes,
ou ocultados, sem que nos seja dada a
oportunidade de reflexão sobre as ra-
zões que guiaram essa ordenação.

Por que permitimos, afinal, esse tipo
de interferência em nosso horizonte de
ações? Não se busca aqui dar uma res-
posta ampla a essa questão, mas apenas
enfatizar que uma boa resposta precisa
levar em conta o injustificado privilé-
gio epistêmico atribuído aos modelos
utilizados na GA, rotineiramente qua-
lificados como “inteligentes”. Embora
a GA não busque replicar a inteligên-
cia humana, mas apenas detectar novas
categorias e utilizá-las para fazer seg-
mentações de mercado hiper-refinadas,
a ausência de senso comum nos mode-

los deveria fazer com que tratássemos
suas categorizações como hipóteses a
serem verificadas, não como descober-
tas.25 Sem essa verificação, não temos
como saber se o sistema está se dei-
xando guiar por correlações espúrias,
por exemplo. Esse é o erro de Davis.
Estamos aceitando como verdadeiras
quaisquer correlações e categorias que
estes sistemas apresentem, sem verifi-
cação ou confirmação. Os modelos são
incapazes de compreender nossas moti-
vações, e por isso não se pode dizer que
nos conhecem melhor do que nós mes-
mos, mas pode-se sim dizer que esta-
mos deixando que eles nos guiem como
se conhecessem.

Diante desse argumento, um defen-
sor da GA poderia insistir: se a ausên-
cia de senso comum fosse mesmo um
entrave, essa dificuldade se manifesta-
ria na forma de resultados erráticos ou
de falhas grotescas nas predições que os
modelos fazem a nosso respeito. E não
parece ser esse o caso. Muitos modelos
usados em ambientes de GA aparentam
ter a capacidade de realizar predições
acuradas sobre nosso comportamento.
Como isso é possível? A explicação aqui
oferecida para esse aparente sucesso é a
de que estamos diante de uma forma de
reflexividade presente no que Hacking
(1996) compreendeu como tipos huma-
nos.

25A rigor, o senso comum é necessário, mas não suficiente. O senso comum permitiria compreender o que está em jogo, e isso
poderia viabilizar alguns feitos impressionantes como solicitar a uma IA que leia um conjunto de alguns milhares de artigos e expo-
nha as ideias que guardam relação com nossas pesquisas. Permaneceria em aberto, contudo, em que medida essa compreensão seria
confiável a ponto de justificar um privilégio epistêmico por parte do sistema.

Revista de Filosofia Moderna e Contemporânea, Brasília, v.8, n.3, dez. 2020, p. 39-68
ISSN: 2317-9570

63



CARLOS HENRIQUE BARTH

Esses tipos (categorias, no jargão que
utilizamos até aqui), quando aplicados
a agentes humanos, tem caráter refle-
xivo: o fato de sermos classificados de
uma determinada forma influencia o
modo como nos comportamos. Para
Hacking, esse efeito é o que distingue
tipos naturais (polietileno, polipropi-
leno) de tipos humanos (adolescente,
refugiado). Quando uma pessoa é tipi-
ficada como um adolescente ou um re-
fugiado, altera-se o modo como aquele
indivíduo compreende a si mesmo. Em
geral, isso se deve a conotações morais
associadas ao tipo em questão: o in-
divíduo pode, por exemplo, não acei-
tar compreender a si mesmo como um
exemplar daquele tipo de pessoa. Essa
manifestação pressupõe que o indiví-
duo esteja, em algum nível, ciente de
ser classificado de um tal modo, e que
tenha condições de reagir a essa clas-
sificação (aceitá-la, criticá-la, rejeitá-la,
etc.). Os sistemas utilizados na GA po-
dem dar vazão a esse efeito justamente
por serem vistos como fontes confiáveis
de novas categorias.

Tome-se um exemplo citado em re-
portagem da revista The Economist
(2013): uma determinada empresa ma-
peou uma correlação estatística entre
uma boa performance profissional, bem
como uma maior estabilidade no em-
prego, e o uso de navegadores que não
vêm instalados por padrão nos siste-
mas operacionais26 para preencher for-

mulários de candidatura para vagas on-
line. A empresa tratou dessa informa-
ção como uma descoberta, e seus pro-
cessos passaram a levar esse dado em
conta na hora de decidir quem deve ou
não ser contratado. Ou seja, as “desco-
bertas” que os processos de geração de
modelos para a GA fazem estão sendo
utilizadas para alterar os frames em que
a atividade humana se dá. Aquilo que
se considera relevante para o correto
exercício de uma atividade foi revisto.
Isso é suficiente para gerar uma pressão
normativa. O conhecimento dessa rela-
ção (entre performance e uso de certo
navegador), pode ser cobrado como
algo que bons profissionais de RH de-
vem levar em conta. Candidatos, por
sua vez, sabendo que serão “julgados”
por um sistema que leva isso em con-
sideração, podem se sentir inclinados a
fazer uso de um determinado navega-
dor, a fim de aumentar suas chances.

Há ainda outras formas de manifes-
tação da reflexividade que podem ser
associadas ao que Hacking denomina ti-
pos inacessíveis: nesses casos, o efeito so-
bre o agente classificado se dá de modo
indireto, por meio de alterações no seu
ambiente. O indivíduo não sabe que
seu horizonte de ações está sendo afe-
tado em função de uma dada categori-
zação. A reflexividade opera então pelo
modo como o indivíduo é tratado pe-
las pessoas ou pelas instituições em seu
entorno. Ora, como se viu, esse é preci-

26É o caso do Firefox, em contraste com o Edge, em computadores com Windows.
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samente o modo pelo qual a GA opera:
alterando o horizonte de possibilidades
de ação do indivíduo, ou seja, alterando
o modo como o mundo lhe aparece e,
consequentemente, o modo como ele se
comportará.

Um exemplo de mecanismo psicoló-
gico por meio dos quais essa interferên-
cia no ambiente pode se dar, são aqueles
responsáveis pelos efeitos de priming.
Como demonstraram Hasher, Goldstein
e Toppino (1977), a simples repetição é
suficiente: o fato de algum conteúdo
aparecer reiteradamente como dispo-
nível aumenta as chances de que ele
venha a figurar em nossos interesses.
Além disso, são conhecidos os efeitos
que se dão por associação (pensar em
gatos tende a tornar cachorros mais sa-
lientes, aumentando a chance de que
venham a figurar no raciocínio) ou por
categorização semântica (pensar em lo-
bos pode aumentar as chances de que
cachorros venham a figurar no pensa-
mento).

Diante da reflexividade das catego-
rias humanas, emerge uma questão cru-
cial: como distinguir uma predição
bem-sucedida de uma incitação bem-
sucedida? Aquilo que aparece como
uma crescente capacidade de predizer
uma preferência pode ser, na verdade,
uma crescente capacidade de incitá-la,
propositadamente ou não. Assim, di-
ante de um modelo computacional cujo
uso vem apresentando resultados satis-
fatórios para a GA, não sabemos por
certo se estamos lidando com uma apli-

cação bem-sucedida de estatística ou
com um efeito da reflexividade. No pri-
meiro caso, teremos um modelo que re-
produz adequadamente um dado con-
texto de atividade humana. No se-
gundo, teremos um modelo que mo-
dificou com sucesso os contextos nos
quais essa atividade é realizada. Tal-
vez a Netflix (ou a Google, ou o Face-
book, etc.) não esteja nos conhecendo
cada vez melhor, mas nós estejamos nos
restringindo, sem perceber e com cres-
cente ênfase, àquilo que o perfil que
intermedeia nossa relação com ela nos
prescreve. Não surpreende, portanto,
a sensação de que as sugestões de con-
teúdo oferecidas pelas plataformas nos
pareçam cada vez mais certeiras.

V

O cenário exposto sugere que o desa-
fio de mitigar vieses está intimamente
conectado a uma questão maior sobre
onde, quando e como queremos fazer
uso de modelos computacionais. Por
sua vez, essa questão é profundamente
influenciada pela confiança depositada
nas promessas das tecnologias envolvi-
das. Como nos lembra Pariser (2011),
essa esperança tem mitigado o ques-
tionamento e a demanda pela respon-
sabilização das instituições que fazem
uso delas. Na medida em que confia-
mos a solução dos problemas a esfor-
ços de engenharia, tendemos a deixar
de lado o fato de que o uso da tecno-
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logia é norteado por interesses priva-
dos. Consequentemente, por vezes, não
há sequer motivação para tratar de pro-
blemas mais fundamentais. Tanto pre-
dições quanto incitações, por exemplo,
são compatíveis com o modelo de ne-
gócios que sustenta o uso dos sistemas
computacionais. Se deixadas em paz,
a tendência é que nenhuma das plata-
formas tome essa indistinção como um
problema. Essa é uma preocupação que
não emerge espontaneamente de moti-
vações mercadológicas.

Contudo, como vimos, há um pro-
blema ainda mais difícil envolvido.
Ainda que se dispusessem a lidar ade-
quadamente com a questão da reflexi-
vidade por pressão externa, as plata-
formas teriam diante de si o problema
do senso comum e o frame problem, e
não está claro nem sequer se é possí-
vel solucioná-los computacionalmente.
Uma vez que os modelos de IA não
apresentam senso comum, a probabili-
dade de que, por pura sorte, estejam in-
teragindo adequadamente com nossas
motivações, é desprezível. Muito mais
provável é que estejam afetando as es-
truturas de frames subjacentes às nos-
sas atividades. Por isso, quando atribuí-
mos a eles um privilégio epistêmico in-
justificado e um poder descabido, per-
mitimos que afetem nossa compreensão
do mundo, e que os seus vieses e va-
lores privados embutidos tenham im-
pacto sobre o nosso senso comum. A
reflexividade das categorias humanas
acaba potencializando esse efeito, pois

ela faz com que essa influência trans-
borde para fora das plataformas, em es-
paços ainda não colonizados por siste-
mas informacionais: mesmo dicas de
conteúdo dadas por amigos trarão con-
sigo os efeitos das plataformas sobre
eles.

Em síntese, por um lado, não é ra-
zoável exigir das plataformas a solução
de problemas fundacionais da IA. Elas
não são centros de pesquisa dedicados
à questão, mas sim empresas que fazem
uso da tecnologia para oferecer servi-
ços. Por outro lado, é igualmente de-
sarrazoado ignorar que o uso corrente
dessas tecnologias tem efeitos sociais
que não podem ser resolvidos ou mi-
tigados por mais tecnologia. Se quere-
mos lidar adequadamente com os vieses
e outros efeitos nocivos, portanto, pre-
cisamos revogar o estatuto epistêmico
privilegiado tipicamente atribuído aos
modelos computacionais. Isso não sig-
nifica, claro, uma rejeição do uso dos
modelos para realizar descobertas. O
que precisamos é tomar as inferências
por eles realizadas, bem como as cate-
gorias por eles detectadas, não como in-
sights em seu valor de face, e sim como
hipóteses a serem validadas no interior
de uma empreitada científica. Além
disso, é fundamental compreender os
modelos como aquilo que são: automa-
ções de atividades em domínios fecha-
dos. Desse modo, não deixamos de en-
xergar que a caracterização desses do-
mínios, isto é, a determinação daquilo
que deve ser levado em conta no “raci-
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ocínio” realizado no interior dos mode-
los, precisa ficar sob nossa responsabi-
lidade, e não submetida ao arbítrio dos
engenheiros ou das plataformas que os
financiam. Na ausência desse posicio-
namento, a concessão de poder e espaço
para sistemas de IA em geral, e para

a GA em particular, está sendo facili-
tada sem que nos apercebamos das con-
sequências, e isso dificulta a discussão
sobre possíveis formas de emancipação
(se assim desejarmos) ou sobre o que ca-
racteriza uma regulação adequada dos
espaços informacionais.
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